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ZHRNUTIE

Hortcim tipom na detekciu niektorych typov rakoviny je analyza vydychovanych plynov. Vo vydychovanom plyne
sa daja detekovat chemické latky, ktoré poskytuji informéciu pri diagnéze rakoviny. Na zaklade dat z poskytnute;
databazy je potrebné vybrat ¢o najlepsiu klasifika¢nii (diagnosticktl) metodu, ktora bude s najvacsou presnostou
zarad ovat viacrozmerné data do tried ’chori’ a ’zdravi’.

Prispevok sa zaobera upravou a klasifikaciou dat ziskanych analyzou vydychovanych plynov pomocou Fisherovho
linearneho klasifikdtora (FLK), metédou opornych bodov (SVM) a doprednymi neurénovymi sietami (ANN).

Na obrazku je grafické znazornenie vysledkov.

DATABAZA

V' databaze je 458 pozorovanych objektov X, z coho 20 objektov pa-
tri do triedy chori (wy) a zvysnych 438 objektov do triedy zdravi (w9

V databaze st objekty rozdelené do styroch skupin, kde kazda skupir 1 - M - 1 - e - 5;;‘;
bola merana inym autorom. Objekty v jednotlivych skupinach patria c 0.8 ' [ ANN
tej istej triedy. Kazdy objekt je vyjadreny 11 rozmernym vektorom, kc 06

jednotlivé prvky predstavuju ¢iselné vyjadrenia hustoty chemickych latc .l

vydychnutého vzduchu s roznymi molekulovymi hmotnostami. o - - _
Niektoré charakteristiky objektov su v databaze nahradené vyrazom Nal ! 2 3 . 3

Jedna sa o pripad, ked koncentracia vo vydychnutom a vdychovanos . vNan=3 . vNan=4

plyne bola rovnaka. Tento vyraz je nutné pred klasifikiciou vhodne uy
ravit (712 NaN z 5038 prkov databazy).

UPRAVA DAT

Moznym sposobom nahrady vyrazu NaN ¢islom, je vyjadrit stredni hoc

notu z nameranych dat a NaN nahradit tymto vyrazom. Stredna hodnot..
sa moze vyjadrit viacerymi sposobmi, a to ako stredna hodnota vsetkych
nameranych objektov (vNaN-=1), pre kazdu skupinu osobitne (vNaN-2)
a pre jednotlivé triedy (vNaN=3). Dalsim sposobom tpravy dét je zné-
sobenie dat chorych (438 chorych) na rovnaky pocet ako je pocet zdravych
a vyraz NaN nahradit strednou hodnotou vsetkych objektov (vNaN=4).

METODY

Pre upravené data sa snazime najst na testovacej mnozine (pomer testo-
vacej ku trénovacej mnozine — 0,6) také pravidlo s najlepsimi parame-
trami, ktoré by tieto dve triedy (wq,ws) oddelili s ¢o najvicsou presnostou.
Na klasifikiaciu dat bol pouzity Fisherov linearny klasifikitor |2| s rozdelo-
vacim prahom rovnym 5%-nému kvantilu vystupov klasifikicie pre
skupinu chorych. V metode opornych bodov |3] sa pouzilo Standardné
Gaussovské jadro, ktoré nelinearne transtormuje charakteristiky objektov
a parametre modelu boli najdené metdédou cross-validacie. Pre model
doprednych neurénovych sieti |4| bola zvolené jedna skryta vrsta s tromi
neurénmi pre 1000 vnutornych epoch.

Presnost klasifikatora budeme vyjadrovat tromi pravdepodobnostami pri
pocte opakovacich cyklov 1000, a to:

Pl — pocet zaradenych objektov do triedy 'zdravi’ z triedy 'chorf’

pocet testovanych objektov v triede "chor{
po — pocet zaradenych objektov do triedy ‘chori’ 7 triedy "zdravi{’

pocet testovanych objektov v triede 'zdravi’

p3 — pocet zle zaradenych objektov
~ pocet testovanych objektov

VYSLEDKY

V tabulke st vysledky pravdepodobnosti zlého zatriedenia do tried (P1,
P2) a celkova chyba (P3) podla jednotlivych klasifikacnych metod (FLK,
SVM, ANN) pre rozne upravené data (vNalN).

vNaN—1 vNaN—2 vNaN—3 vNaN—4

P1 P2 P3| P1|P2|P3|P1|P2|P3|P1]|P2|P3
FLK |.1701.149].150|.192.054 | .060.196 |.049|.056 |.057 | .202 | .130
SVM | .8821.0031.042|.8211.004 |.040 | .886 |.003|.042|.000|.130 .065
ANN |.7671.019].051|.537.013].035|.523|.012.034 | .006 |.138|.072

V pripade klasifikicie dat, kde pocet zdravych (n = 438) bol mnohonéa-
sobne vyssi nez pocet chorych (n = 20) je vidiet, Ze pravdepodobnost
zlého zatriedenia chorych je vo vsetkych troch pripadoch vacsia ako
pravdepodobnost zlého zatriedenia zdravych. Extrémne hodnoty pravde-
podobnosti P1 v metodach SVM a ANN sa daju odddévodnit tym, ze
metody sa snazia o najmensiu celkova chybu a zlé zatriedenie objektov
7z triedy ‘chori” k nej prispieva velmi malo. Najlepsie vysledky celkove]
chyby boli dosiahnuté vo vysledkoch metody ANN.

V pripade klasifikicie dat, kde pocet zdravych (n = 438) je rovny poctu
chorych, st vysledky viditelne odlisné od predchadzajacich troch pri-
padov. Vo vysledkoch FLK je pravdepodobnost zlého zatriedenia chorych
priblizne rovna nastavenej hodnote kvantilu vystupov klasifikdtora pre
chorych. Pravdepodobnost zlého zatriedenia zdravych je vsak 20 percent.
V pripade SVM ide o takmer bezchybné zatriedenie chorych, ale zdravé
objekty boli zle zatriedené na 13 percent. Tato metdda vSak dosiahla
najmensiu celkovi pravdepodobnost zlého zatriedenia. V pripade ANN
st vysledky pobobné (o nieco horsie) ako pri metode SVM.

7ZAVER

V stidii sme porovnali tri rozne klasifikacné metody. 7 vysledkov sa da
konstatovat, ze v pripade nepomeru objektov v jednotlivych triedach su
vysledky klasifikacie nevyhovujtce hlavne pre zatriedenie menej pocetnej
triedy. V pripade rovnosti po¢tu objektov je klasifikacia dat omnoho lep-
Sia.

PLANY

Prezentovana praca je prvym krokom v spoznéavani dat ziskanych meranim
vydychovanych plynov. Cielom je podla roznych statistikych metod néajst
¢o najlepsie vlastnosti dat tak, aby bolo ich zatriedenie pri klasifikacii do
triedy 'chori” a 'zdravi’ ¢o najlepsie.
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